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Abstract-- Accurate biomass estimation of Nile Tilapia is a crucial element in Smart Aquaculture systems to
optimize the Feed Conversion Ratio and prevent overfeeding. The main challenge in this modeling is the
fluctuating and non-linear nature of time-series data caused by water quality dynamics, alongside the limited field
observation samples (small dataset). This study compares the performance of the statistical algorithm
AutoRegressive Integrated Moving Average (ARIMAX) and Support Vector Regression (SVR) with a Radial Basis
Function (RBF) kernel to predict daily fish weight. The dataset was collected over 11 weeks from an intensive
pond, encompassing weight, cumulative feed, and Dissolved Oxygen (DO). Model validation applied a Walk-
Forward Validation scheme. The results indicate that SVR significantly outperformed ARIMAX, yielding a Mean
Absolute Percentage Error (MAPE) of 6.08% and an R? Score of 0.9191, compared to ARIMAX with a MAPE of
11.97% and an R? Score of 0.7569. SVR proved more responsive in capturing growth deceleration anomalies
triggered by hypoxia stress. In conclusion, the SVR model provides efficient inference computation, making it
prospective for deployment on ESP32-based IoT microcontrollers to dynamically control automatic feeding
actuators.
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Abstrak-- Estimasi biomassa Ikan Nila secara presisi merupakan elemen krusial dalam sistem Smart
Aquaculture untuk mengoptimalkan Feed Conversion Ratio dan mencegah overfeeding. Tantangan utama
pemodelan ini adalah fluktuasi data deret waktu yang non-linear akibat dinamika kualitas air, serta
keterbatasan jumlah sampel observasi lapangan (dataset kecil). Penelitian ini membandingkan Kkinerja
algoritma statistik AutoRegressive Integrated Moving Average (ARIMAX) dan Support Vector Regression (SVR)
dengan kernel Radial Basis Function (RBF) untuk memprediksi bobot ikan harian. Dataset dikumpulkan
selama 11 minggu dari kolam intensif, meliputi variabel bobot, pakan kumulatif, dan Oksigen Terlarut
(Dissolved Oxygen, DO). Validasi model menerapkan skema Walk-Forward Validation. Hasil pengujian
menunjukkan SVR secara signifikan mengungguli ARIMAX, menghasilkan Mean Absolute Percentage Error
(MAPE) sebesar 6.08% dan R* Score 0.9191, dibandingkan ARIMAX dengan MAPE 11.97% dan R* Score
0.7569. SVR terbukti lebih responsif menangkap anomali perlambatan laju pertumbuhan ikan yang dipicu
fase stres hipoksia. Kesimpulannya, model SVR memiliki komputasi inferensi efisien sehingga prospektif
ditanamkan pada mikrokontroler IoT berbasis ESP32 guna mengendalikan aktuator pemberian pakan
otomatis secara dinamis.

Kata Kunci : Ikan Nila, Support Vector Regression, ARIMAX, Smart Aquaculture, Internet of Things

I. PENDAHULUAN biaya pakan menyumbang komponen terbesar dalam
Akuakultur kini telah berkembang menjadi sektor struktur biaya produksi, mencapai kisaran 60% hingga
produksi pangan dengan pertumbuhan tercepat di 70% dari total biaya operasional [3]. Manajemen
dunia, memainkan peran vital dalam menjamin pemberian pakan yang tidak presisi seringkali
ketahanan pangan global di tengah penurunan stok menyebabkan overfeeding, yang tidak hanya
ikan tangkap alam [1]. Di antara berbagai komoditas memboroskan biaya tetapi juga memicu akumulasi
air tawar, lkan Nila (Oreochromis niloticus) menjadi limbah nitrogen yang menurunkan kualitas air secara
spesies unggulan karena toleransinya yang tinggi drastis [4], [5].
terhadap fluktuasi lingkungan dan laju konversi pakan Untuk mengatasi inefisiensi tersebut, estimasi
yang efisien [2]. Namun, intensifikasi budidaya biomassa ikan secara langsung menjadi prasyarat
menghadapi tantangan ekonomi serius terkait mutlak dalam penentuan dosis pakan. Metode
manajemen pakan. Studi terbaru mencatat bahwa konvensional yang mengandalkan sampling manual
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(penimbangan fisik) dinilai tidak efektif karena
bersifat invasif, membutuhkan banyak tenaga kerja,
dan terbukti memicu respons stres fisiologis yang
menghambat pertumbuhan ikan [6]. Seiring dengan
Revolusi Industri 4.0, integrasi Internet of Things
(IoT) dan kecerdasan artifisial (4Artificial Intelligence)
mulai diadopsi secara luas untuk menciptakan sistem
Smart Aquaculture yang presisi dan non-invasif [7],
[8].

Dalam domain pemodelan prediksi, berbagai
pendekatan komputasi telah dikaji. Model statistik
klasik seperti AutoRegressive Integrated Moving
Average (ARIMA) telah lama digunakan sebagai
baseline karena kesederhanaan struktur matematisnya
dalam menangani data deret waktu [9]. Namun,
beberapa studi komparatif terbaru menunjukkan
bahwa pendekatan Machine Learning, khususnya
Support  Vector Regression (SVR), memiliki
kemampuan generalisasi yang lebih baik dalam
menangani pola data non-linear dibandingkan model
statistik linear [10], [11]. Meskipun demikian, literatur
yang secara spesifik membandingkan ketangguhan
model ARIMAX dan SVR pada kondisi ekstrim
dengan ketersediaan data yang sangat terbatas (dataset
kecil), seperti yang umum dialami oleh pembudidaya
skala kecil, masih sangat jarang ditemukan [10].

Berdasarkan urgensi tersebut, penelitian ini
bertujuan untuk mengevaluasi kinerja model
ARIMAX dan SVR dalam memprediksi pertumbuhan
biomassa Tkan Nila menggunakan dataset terbatas
sebanyak 11 minggu. Penelitian ini menerapkan
skema validasi Walk-Forward yang
direkomendasikan untuk menghindari bias look-ahead
pada data deret waktu [9]. Hasil penelitian diharapkan
dapat memberikan rekomendasi algoritma yang paling
robust untuk diimplementasikan pada perangkat Smart
Feeder di masa depan.

II. METODOLOGI PENELITIAN

Secara garis besar, tahapan pelaksanaan penelitian
ini mulai dari akuisisi data lapangan, pra-pemrosesan,
pembangunan model, hingga evaluasi komparatif
disajikan dalam diagram alir pada gambar 1.
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Pengumpulan Data (11 Minggu)
Variabel: Berat, Pakan, Suhu, DO

Pra-Pemrosesan Data
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(Walk-Forward Validation)
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Gambear 1. Tahapan Penelitian

A. Pengumpulan Data

Data penelitian dikumpulkan dari kolam budidaya
Ikan Nila (Oreochromis niloticus) sistem intensif
selama periode 11 minggu (satu siklus parsial).
Kondisi lingkungan kolam budidaya dan sampel fisik
ikan yang digunakan sebagai objek penelitian
ditunjukkan pada gambar 2. Variabel yang diamati
terdiri dari variabel target (dependent) berupa rata-rata
berat basah ikan (gram), serta variabel prediktor
(independent) yang meliputi jumlah pakan kumulatif
(gram) dan parameter kualitas air (Suhu dan Oksigen
Terlarut, Dissolved Oxygen, DO). Pengambilan data
biometrik dilakukan secara mingguan (weekly
sampling) dengan metode estimasi visual non-invasif
untuk meminimalkan stres fisiologis pada ikan\‘[12].
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Gambar 3. Pengukuran Ikan

B. Pra-Pemrosesan Data (Data Pre-processing)
Mengingat adanya variasi satuan yang signifikan
antara variabel masukan (pakan dalam ribuan gram vs.
parameter lingkungan dalam satuan digit), maka
dilakukan proses penyamaan skala data. Penelitian ini
menerapkan teknik Standardisasi menggunakan
metode  Z-Score. Teknik ini dipilih untuk
mentransformasi distribusi data sehingga memiliki
nilai rata-rata (u) sebesar 0 dan simpangan baku (o)
sebesar 1. Langkah ini krusial untuk mencegah
dominasi fitur berskala besar terhadap fungsi objektif
pada algoritma SVR, sebagaimana diterapkan dalam
studi kualitas air oleh Fan dan Liu [10]. Formulasi

matematis Z-Score ditunjukkan pada Persamaan (1):
x—p

7 = —

- M
Dimana x adalah nilai asli data, u adalah rata-rata
(mean), dan o adalah standar deviasi.

C. Arsitektur Model ARIMAX Model

AutoRegressive Integrated Moving Average with
Exogenous factors (ARIMAX) dipilih sebagai
baseline statistik. Berbeda dengan ARIMA standar
yang hanya mengandalkan autokorelasi historis [13],
ARIMAX mengintegrasikan variabel eksternal
(Pakan) untuk meningkatkan akurasi prediksi. Struktur
model ARIMAX (p,d,q) didefinisikan secara
matematis dalam studi deret waktu sebagai berikut
[14].

¢(B)(1 - B)!y, = 6(B) €+ BX, )

Dimana y, adalah output pada waktu t, X, adalah
variabel eksogen (pakan), B adalah koefisien regresi
eksogen, sedangkan ¢ (B) dan 6(B) masing-masing
adalah polinomial AutoRegressive (AR) dan Moving
Average (MA). Skema arsitektur ARIMAX
divisualisasikan pada gambar 4.
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Gambar 4. Arsitektur ARIMAX dengan Masukan
Eksogen

D. Arsitektur Support Vector Regression (SVR)

SVR adalah pengembangan dari Support Vector
Machine (SVM) untuk kasus regresi. Prinsip utama
SVR adalah memetakan data masukan ke dalam ruang
berdimensi  tinggi  (high-dimensional  space)
menggunakan fungsi Kernel agar hubungan non-linear
dapat dipisahkan secara linear. Penelitian ini
menggunakan Kernel Radial Basis Function (RBF)
karena keunggulannya dalam menangani data biologi
yang kompleks, sejalan dengan temuan Shi et al. [15].

Parameter € (epsilon) diatur pada nilai 0.01 untuk
memaksa model menyesuaikan diri secara ketat (strict
fitting) terhadap dataset kecil yang digunakan. Fungsi
keputusan SVR diformulasikan sebagai berikut :

fG) =X (a — a)K (xx) + b

€)
Visualisasi Hyperplane dan e-Tube pada SVR
dapat dilihat pada gambar 5.

Arsitektur Support Vector Regression (SVR) dengan Kernel RBF

Data Aktual (Ikan Nila)

204 — Hyperplane (Prediksi}
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Target (Berat lkan)
o
o

o 1 2 3 4 5
Input (Pakan Kumulatif)

Gambear 5. Arsitektur SVR Menunjukkan Hyperplane
dan Batasan € -fube

E.Skenario Validasi ( Walk — Foward Validations)
Total dataset yang digunakan dalam penelitian ini
berjumlah 11 data poin (merepresentasikan periode 11
minggu). Mengingat keterbatasan jumlah sampel
tersebut, metode pembagian data konvensional (hold-
out 80:20) tidak wvalid diterapkan karena berisiko
menghilangkan informasi tren terkini [16].
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Sebagai gantinya, diterapkan skema validasi
dinamis Walk-Forward. Skenario pembagian data
diatur sebagai berikut:

1. Inisialisasi dengan menggunakan 4 data minggu
pertama sebagai data latih awal.

2. Iterasi Pengujian yang dilakukan prediksi satu
langkah ke depan (one-step ahead) mulai dari
Minggu ke-5 hingga Minggu ke-11.

3. Pembaruan (Updating) data aktual minggu ke-
t dimasukkan ke dalam data latih untuk
memprediksi minggu ke-t + 1.sma
Detail pembagian data latih dan uji pada setiap

iterasi disajikan pada tabel 1.

Tabel 1. Skenario Pembagian Data Training dan

Testing
Data Data Testing
Iterasi | Training (Target Jumlah
ke- (Input) Prediksi) Data Latih
1 Minggu 1 - 4 Minggu 5 4
2 Minggu 1 -5 Minggu 6 5
3 Minggu 1 - 6 Minggu 7 6
4 Minggu 1 -7 Minggu 8 7
5 Minggu 1 - 8 Minggu 9 8
6 Minggu 1-9| Minggu 10 9
Minggu 1 -
7 10 Minggu 11 10

F. Evaluasi Kinerja

Kinerja dan tingkat akurasi dari model ARIMAX
dan SVR dievaluasi menggunakan empat metrik
standar dalam analisis regresi deret waktu.
Penggunaan multi-metrik ini  bertujuan untuk
memberikan penilaian yang komprehensif, baik dari
sisi absolut maupun persentase kesalahan [16].
Keempat metrik tersebut meliputi:

1. Root Mean Squared Error (RMSE)

RMSE digunakan untuk mengukur akar dari rata-
rata kuadrat selisih antara nilai prediksi dan nilai
aktual. Metrik ini memberikan penalti yang lebih besar
pada kesalahan (error) yang bernilai besar (outlier).

RMSE = [*5210- 9,7 @
2. Mean Absolute Error (MAE)

MAE mengukur rata-rata dari nilai absolut
kesalahan prediksi. Berbeda dengan RMSE, MAE
memperlakukan semua bobot kesalahan secara merata
tanpa membesar-besarkan outlier.
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MAE = ” t=11Ye = Vel
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3. Mean Absolute Percentage Error (MAPE)

MAPE sangat krusial dalam penelitian ini karena
memberikan interpretasi kesalahan dalam bentuk
persentase, sehingga lebih mudah dipahami secara
intuitif pada dataset berskala kecil. Semakin kecil
persentase MAPE, semakin akurat model tersebut.

MAPE = 2 'gzl|%“| x 100% 6)

4. Koefisien Determinasi (R? Score)

Koefisien determinasi digunakan untuk mengukur
seberapa besar varians pada variabel dependen (berat
ikan) yang dapat dijelaskan oleh model prediktor.
Nilai R*> mendekati 1 mengindikasikan bahwa
prediksi model sangat cocok dengan data aktual [16]

_EEae9n?

RZ=1
L 0e-9)?

™)

Keterangan untuk semua persamaan: n adalah jumlah
data pengujian, y, adalah nilai berat ikan aktual pada
waktu t, y,adalah nilai hasil prediksi, dan y adalah
nilai rata-rata dari data aktual.

III. HASIL DAN PEMBAHASAN

Bab ini menguraikan hasil pengujian skema Walk-
Forward Validation terhadap pemodelan
pertumbuhan Ikan Nila. Pembahasan dibagi menjadi
analisis karakteristik data primer, komparasi kinerja
algoritma ARIMAX dan SVR secara kuantitatif
maupun visual, serta implikasi praktisnya terhadap
sistem otomasi akuakultur.

A. Karakteristik data dan Dinamika Pertumbuhan

Penelitian ini menggunakan dataset primer dari
observasi kolam intensif selama 11 minggu (N = 11).
Berdasarkan hasil akuisisi data mingguan, tren
pertumbuhan rata-rata bobot Ikan Nila (Oreochromis
niloticus) menunjukkan pola peningkatan yang
berbanding lurus dengan jumlah pakan kumulatif yang
diberikan.

Namun, laju pertumbuhan (konversi pakan
menjadi daging) tidak sepenuhnya linear. Terdapat
fluktuasi laju pertumbuhan pada minggu-minggu
tertentu yang dipengaruhi oleh dinamika kualitas air,
khususnya parameter Oksigen Terlarut (Dissolved
Oxygen, DO). Penurunan DO di bawah ambang batas
optimal (< 3 mg/L) pada pertengahan siklus
pemeliharaan tercatat menyebabkan penurunan nafsu
makan ikan, yang berdampak pada melambatnya
penambahan bobot pada minggu pengujian tersebut.



T\ AsTr

member of ASTRA

Atech TECHNOLOGIC, VOLUME 17, NOMOR 1

Politeknik Astra

Pola non-linear dan fluktuatif inilah yang menjadi
tantangan utama bagi algoritma prediksi dalam
melakukan estimasi biomassa yang akurat. Visualisasi
korelasi antara fluktuasi Oksigen Terlarut (Dissolved
Oxygen, DO) terhadap laju pertumbuhan biomassa
ikan secara aktual disajikan pada gambar 6.

Analysis of Dissolved Oxygen (DO) Impact on Growth
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Gambar 6. Analisis Dampak Kadar Oksigen Terlarut
(Dissolved Oxygen, DO) Terhadap Tren Pertumbuhan
Berat Ikan Nila Aktual. Area Berarsir Merah
Menunjukkan Fase Stres Hipoksia

B. Evaluasi Kinerja Model Prediksi

Untuk mengukur efektivitas model dalam
memprediksi biomassa ikan pada kondisi data
terbatas, dilakukan komparasi nilai galat (error) antara
model statistik ARIMAX dan model Machine
Learning SVR. Ringkasan kinerja kedua model
berdasarkan metrik RMSE, MAE, MAPE, dan R?
Score pada skenario pengujian Walk-Forward

disajikan pada tabel 2.
Tabel 2. Perbandingan Akurasi Model ARIMAX dan
SVR
Metrik ARIMAX SVR (RBF
Evaluasi Kernel)
RMSE (Gram) 25.25 14.57
MAE (Gram) 23.54 11.72
MAPE (%) 11.97 % 6.08 %
R?Score 0.7569 0.9191

Berdasarkan tabel 2, terlihat jelas bahwa model
SVR dengan kernel RBF mengungguli model
ARIMAX di seluruh parameter uji. SVR mampu
menekan tingkat kesalahan persentase (MAPE) hingga
6.08%, yang masuk dalam kategori "Sangat Akurat"
(Highly Accurate) karena berada di bawah ambang
batas  10%.  Sebaliknya, model = ARIMAX
menghasilkan MAPE sebesar 11.97%, yang
mengindikasikan adanya bias prediksi yang cukup
signifikan.

Dari sisi metrik R? Score, SVR berhasil mencapai
nilai 0.919, yang berarti model ini mampu
menjelaskan  91.9% varian dari data aktual
pertumbuhan ikan. Hal ini membuktikan bahwa
pendekatan pemetaan ruang dimensi tinggi (melalui
kernel RBF dan optimasi nilai (¢ = 0.01) memiliki
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kemampuan generalisasi yang jauh lebih superior
dibandingkan pendekatan regresi statistik linear klasik
ketika dihadapkan pada data runtun waktu yang
fluktuatif dan berskala kecil.

C. Analisis Komparasi Hasil Prediksi

Untuk memvalidasi hasil evaluasi numerik di atas,
dilakukan pemetaan grafik perbandingan antara data
aktual (bobot timbang riil) dengan hasil prediksi dari
iterasi Walk-Forward untuk kedua model. Visualisasi
ini bertujuan untuk menganalisis responsivitas
algoritma terhadap tren pertumbuhan ikan yang
sebenarnya. Visualisasi komparasi untuk parameter
berat dan panjang ikan masing-masing ditunjukkan
pada gambar 7 dan gambar 8.

Comparison of Fish Weight Prediction (SVR vs ARIMAX)
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Gambar 7. Komparasi Hasil Prediksi Berat Ikan Nila
(Gram) Antara Model ARIMAX dan SVR.

Comparison of Fish Length Prediction
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Gambar 8. Komparasi Hasil Prediksi Panjang Tubuh
Ikan Nila (cm) antara Model ARIMAX dan SVR.

Pada gambar 7 (Berat) dan gambar 8 (Panjang),
terlihat secara konsisten bahwa garis prediksi SVR
(garis putus-putus) mampu mengikuti fluktuasi kurva
data aktual dengan sangat presisi. SVR mampu
merespons titik belokan data dengan baik, termasuk
saat terjadi perlambatan pertumbuhan di minggu ke-9.

Sementara itu, garis prediksi ARIMAX (garis titik-
titik) cenderung mengalami underfitting. ARIMAX
menghasilkan garis prediksi yang terlalu kaku dan
linear, sehingga menyimpang cukup jauh dari data
aktual pada fase akhir pemeliharaan.
Ketidakmampuan ARIMAX ini secara empiris
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disebabkan oleh minimnya jumlah lag data historis
(N =11) yang dibutuhkan untuk membentuk
autokorelasi stasioner yang stabil.

D. Implikasi terhadap Sistem Smart Aquaculture

Keunggulan model SVR dalam memprediksi
biomassa ikan dengan tingkat presisi tinggi memiliki
implikasi teknis yang vital terhadap pengembangan
sistem Smart Aquaculture. Dalam arsitektur sistem
kendali cerdas, estimasi bobot dan panjang ikan harian
mutlak diperlukan untuk mengkalkulasi Feed
Conversion Ratio (FCR) secara dinamis guna
menentukan dosis pakan otomatis (automatic fish
feeder).

Meskipun  algoritma SVR  membutuhkan
komputasi matriks yang lebih kompleks pada tahap
pelatihan (training phase) dibandingkan ARIMAX,
beban komputasi SVR pada tahap inferensi (prediction
phase) sangat ringan. Karakteristik ini menjadikan
model SVR terlatih sangat ideal untuk ditanamkan
(deployed) pada mikrokontroler berdaya komputasi
rendah seperti modul ESP32. Integrasi antara prediksi
biomassa akurat dari SVR dan aktuator pemberian
pakan akan mencegah terjadinya overfeeding,
menghemat pengeluaran pakan, serta mencegah
pembusukan sisa pakan yang dapat merusak kualitas
air kolam.

1IV. KESIMPULAN

Penelitian ini telah berhasil memodelkan dan
mengevaluasi komparasi kinerja antara algoritma
statistik klasik (ARIMAX) dan Machine Learning
(SVR) dalam memprediksi laju pertumbuhan
biomassa Ikan Nila (Oreochromis niloticus)
menggunakan dataset runtun waktu berskala kecil
(N=11). Kesimpulan utama dari studi ini menegaskan
bahwa algoritma SVR dengan kernel Radial Basis
Function (RBF) dan optimasi parameter penalti
(e=0.01) terbukti secara signifikan lebih superior,
dinamis, dan responsif dibandingkan ARIMAX.

Keunggulan SVR dibuktikan secara kuantitatif
melalui tingkat akurasi prediksi yang masuk dalam
kategori "Sangat Akurat", dengan pencapaian nilai
MAPE sebesar 6.08% dan R? Score mencapai 0.9191.
Sebaliknya, model ARIMAX cenderung underfitting
dan menghasilkan MAPE sebesar 11.97% dengan R?
Score 0.7569. Pendekatan pemetaan ruang dimensi
tinggi pada SVR memungkinkannya untuk beradaptasi
terhadap pola non-linear dari fluktuasi laju
pertumbuhan ikan yang dipicu oleh dinamika
lingkungan, seperti perlambatan penambahan bobot
akibat anomali penurunan Oksigen Terlarut
(Dissolved Oxygen, DO) pada fase stres hipoksia.

Secara praktis, presisi tinggi yang dihasilkan oleh
SVR dipadukan dengan beban komputasi inferensi
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yang ringan menjadikannya algoritma yang sangat
prospektif untuk diimplementasikan pada arsitektur
Smart Aquaculture. Model prediksi biomassa ini
sangat layak untuk ditanamkan pada sistem
mikrokontroler Internet of Things (IoT) guna
mengendalikan aktuator automatic fish feeder secara
dinamis, sehingga efisiensi pakan (Feed Conversion
Ratio) dapat dioptimalkan dan risiko pencemaran air
akibat sisa pakan dapat ditekan. Untuk penelitian
selanjutnya, disarankan melakukan pengujian model
SVR pada siklus budidaya penuh (mulai dari tebar
benih hingga panen) dengan mengintegrasikan lebih
banyak sensor kualitas air real-time seperti sensor pH
dan amonia.
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